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Abstrak

Delineasi organ-at-risk (OAR) pada radioterapi kanker serviks penting untuk melindungi jaringan sehat dari paparan radiasi
berlebih. Namun, delineasi manual membutuhkan waktu lama dan rentan terhadap variasi antar-observer maupun intra-
observer, sehingga diperlukan metode segmentasi otomatis yang efisien dan konsisten. Penelitian ini membandingkan
kinerja 2D U-Net standar dan 2D U-Net dengan Attention Gate Mechanism untuk segmentasi bladder, rectum, bowel bag,
dan femoral heads menggunakan citra CT pelvis dari 100 pasien kanker serviks di RSUD Dr. H. Abdul Moeloek, Lampung.
Model dilatih menggunakan kombinasi Soft Dice Loss dan Binary Cross Entropy serta dievaluasi melalui 5-fold cross-
validation berbasis pasien. Hasil menunjukkan bahwa Attention U-Net mencapai nilai Dice Similarity Coefficient (DSC)
sebesar 0,8772 pada femoral heads. Uji Wilcoxon Signed-Rank Test (o« = 0,05) menunjukkan bahwa perbedaan signifikan
hanya ditemukan pada metrik tertentu untuk femoral heads. Sebaliknya, performa segmentasi bowel bag menurun,
dengan penurunan DSC sebesar 0,0203 dan peningkatan Hausdorff Distance 95 (HD95) sebesar 2,37 mm. Temuan ini
menunjukkan bahwa Attention Gate belum memberikan peningkatan konsisten dan kurang optimal pada organ dengan
deformasi serta heterogenitas anatomi tinggi.

Kata Kunci: attention gate mechanism, kanker serviks, organ-at-risk, segmentasi otomatis, U-Net.

Abstract

Organ-at-risk (OAR) delineation in cervical cancer radiotherapy is essential to protect healthy tissues from excessive
radiation exposure. However, manual delineation is time-consuming and prone to inter-observer and intra-observer
variability, highlighting the need for efficient and consistent automated segmentation. This study compares standard 2D U-
Net and 2D U-Net with an Attention Gate Mechanism for segmenting the bladder, rectum, bowel bag, and femoral heads
using pelvic CT images from 100 cervical cancer patients at RSUD Dr. H. Abdul Moeloek, Lampung. The models were
trained using a combination of Soft Dice Loss and Binary Cross Entropy and evaluated through patient-based 5-fold cross-
validation. The Attention U-Net achieved a Dice Similarity Coefficient (DSC) of 0,8772 for the femoral heads. The Wilcoxon
Signed-Rank Test (o = 0.05) revealed significant differences only in selected metrics for the femoral heads. In contrast,
bowel bag segmentation performance declined, with a DSC reduction of 0,0203 and an increase in Hausdorff Distance 95
(HD95) of 2,37 mm. These findings indicate that the Attention Gate does not consistently improve segmentation
performance and remains suboptimal for organs with substantial anatomical deformation and heterogeneity.
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1 Pendahuluan

Kanker serviks merupakan salah satu penyebab utama kematian akibat kanker pada perempuan di dunia.
World Health Organization (WHO) melaporkan sekitar 660.000 kasus baru dan 350.000 kematian akibat
kanker serviks setiap tahunnya, dengan sekitar 94% kematian terjadi di negara berkembang akibat
keterbatasan skrining dan akses terhadap pengobatan yang memadai [1],[2]. Di Indonesia, kanker serviks
menempati urutan kedua kanker dengan insidensi tertinggi pada perempuan dengan sekitar 36.000 kasus
baru setiap tahun [3]. Radioterapi, khususnya External Beam Radiation Therapy (EBRT), merupakan salah

30


https://doi.org/10.5614/joki.2027.19.1.3
https://creativecommons.org/licenses/by-sa/4.0/

Jurnal Otomasi Kontrol dan Instrumentasi Vol 19 (1), 2027 ISSN: 2085-2517
https://doi.org/10.5614/joki.2027.19.1.3 E-ISSN: 2460-6340

satu modalitas utama untuk penatalaksanaan kanker serviks stadium lanjut karena mampu memberikan
dosis radiasi secara presisi pada target tumor sekaligus meminimalkan paparan terhadap jaringan sehat di
sekitarnya [4],[5]. Dalam proses tersebut, delineasi Organ-at-Risk (OAR), seperti bladder, rectum, bowel bag,
dan femoral heads, menjadi tahapan penting karena berpengaruh langsung terhadap kualitas perencanaan
distribusi dosis radiasi.

Delineasi OAR masih dilakukan secara manual oleh dokter onkologi radiasi dan menjadi salah satu tahapan
yang paling memerlukan waktu dalam proses treatment planning. Delineasi manual pada satu pasien kanker
serviks dapat memerlukan waktu sekitar 90-120 menit serta sangat bergantung pada pengalaman dan
interpretasi masing-masing klinisi [6]. Perbedaan tersebut menyebabkan terjadinya variasi antar maupun
intra-observer yang dapat memengaruhi konsistensi kontur organ dan kualitas distribusi dosis radiasi [7],[8].
Bahkan, variasi delineasi dilaporkan memberikan pengaruh yang lebih besar terhadap hasil radioterapi
dibandingkan kesalahan pada tahap perencanaan maupun pelaksanaan penyinaran [9]. Oleh karena itu,
pengembangan metode segmentasi otomatis menjadi salah satu kebutuhan penting untuk meningkatkan
efisiensi, konsistensi, dan reproduktibilitas proses perencanaan radioterapi.

Perkembangan deep learning telah memberikan kemajuan yang signifikan pada segmentasi citra medis.
Berbagai arsitektur berbasis Convolutional Neural Network (CNN), seperti Fully Convolutional Network (FCN),
SegNet, FCDenseNet, dan DeeplLabv3+, telah berhasil meningkatkan kemampuan segmentasi otomatis
dibandingkan metode konvensional [10],[11],[12],[13]. Di antara berbagai arsitektur tersebut, U-Net menjadi
salah satu model yang paling banyak digunakan karena memiliki struktur encoder-decoder dengan skip
connection yang mampu mempertahankan informasi spasial serta memberikan performa yang baik meskipun
menggunakan dataset berukuran relatif kecil [14]. Beberapa penelitian menunjukkan bahwa U-Net dan
variannya mampu menghasilkan segmentasi OAR dengan nilai Dice Similarity Coefficient (DSC) yang tinggi
pada citra CT radioterapi kanker serviks, termasuk penelitian Liu dkk. yang memperoleh rata-rata DSC sebesar
0,85, Rhee dkk. dengan DSC sebesar 0,81-0,95, serta Duprez dkk. yang melaporkan DSC sebesar 0,92 pada
organ kandung kemih [15],[16],[17]. Salah satu pengembangan U-Net adalah Attention U-Net, yang
mengintegrasikan Attention Gate Mechanism untuk menyeleksi fitur yang relevan pada area target dan
menekan informasi yang kurang berkaitan dengan struktur organ. Secara teoretis, mekanisme ini dapat
membantu model memusatkan perhatian pada area organ yang batasnya kurang jelas terhadap jaringan di
sekitarnya, meskipun efektivitasnya tetap bergantung pada karakteristik anatomi dan kualitas citra yang
digunakan [18] .

Meskipun menunjukkan performa yang baik, segmentasi OAR pada area pelvis masih menghadapi berbagai
tantangan. Organ-organ seperti rectum dan bowel bag memiliki bentuk anatomi yang kompleks, kontras
jaringan lunak yang rendah, serta batas organ yang kurang jelas sehingga masih sulit dikenali secara akurat
oleh model segmentasi [19]. Selain itu, sebagian besar penelitian sebelumnya dikembangkan menggunakan
dataset berukuran besar dan sumber daya komputasi yang tinggi [20],[21], sehingga implementasinya belum
tentu sesuai dengan kondisi fasilitas kesehatan yang memiliki keterbatasan data maupun perangkat keras.
Dalam penelitian ini, arsitektur 2D U-Net dipilih untuk menjaga efisiensi penggunaan memori GPU karena
pemrosesan dilakukan pada setiap irisan citra CT secara terpisah, sehingga lebih sesuai untuk lingkungan
komputasi dengan spesifikasi perangkat keras terbatas [22]. Penelitian mengenai segmentasi otomatis OAR
menggunakan data klinis dari rumah sakit di Indonesia juga masih relatif terbatas sehingga performa model
pada karakteristik data lokal belum banyak dievaluasi.

Dalam konteks keterbatasan sumber daya komputasi, pemilihan arsitektur 2D U-Net menjadi pertimbangan
penting karena pemrosesan dilakukan pada setiap irisan citra secara terpisah, sehingga kebutuhan memori
GPU dan komputasinya relatif lebih rendah dibandingkan arsitektur 3D yang memproses informasi volumetrik.
Pertimbangan ini juga relevan dengan karakteristik dataset penelitian yang memiliki ketebalan irisan CT
sebesar 5 mm, dengan tetap mempertimbangkan bahwa pendekatan 2D tidak memanfaatkan kontinuitas
spasial antaririsan secara langsung. Oleh karena itu, penggunaan 2D U-Net dalam penelitian ini ditujukan
untuk mengevaluasi efektivitas segmentasi otomatis yang lebih efisien secara komputasi pada data klinis
lokal, bukan untuk menyatakan bahwa pendekatan 2D selalu lebih unggul daripada pendekatan 3D [23].

Berdasarkan permasalahan tersebut, penelitian ini mengembangkan metode segmentasi otomatis Organ-at-
Risk menggunakan arsitektur 2D U-Net yang dipadukan dengan Attention Gate Mechanism untuk
meningkatkan kemampuan model dalam memfokuskan perhatian pada fitur anatomi yang relevan. Model
dilatih menggunakan kombinasi Soft Dice Loss dan Binary Cross Entropy, kemudian dievaluasi menggunakan
5-fold Stratified Group Cross Validation pada citra CT pelvis dari 100 pasien kanker serviks. Evaluasi dilakukan
menggunakan metrik Dice Similarity Coefficient (DSC), Intersection over Union (loU), dan Hausdorff Distance
95 (HD95). Kontribusi utama penelitian ini adalah mengevaluasi efektivitas penerapan Attention Gate pada
arsitektur 2D U-Net yang lebih ringan terhadap dataset klinis lokal, sehingga dapat menjadi referensi

31


https://doi.org/10.5614/joki.2027.19.1.3

Jurnal Otomasi Kontrol dan Instrumentasi Vol 19 (1), 2027 ISSN: 2085-2517
https://doi.org/10.5614/joki.2027.19.1.3 E-ISSN: 2460-6340

pengembangan sistem segmentasi otomatis yang efisien untuk mendukung perencanaan radioterapi di
fasilitas kesehatan dengan sumber daya komputasi terbatas [14],[19],[24],[25].

2 Metode

Penelitian ini menggunakan metode eksperimen untuk mengembangkan dan mengevaluasi sistem
segmentasi otomatis Organ-at-Risk (OAR) pada citra Computed Tomography (CT) pelvis pasien kanker serviks
menggunakan dua arsitektur deep learning, yaitu 2D U-Net sebagai model dasar dan 2D U-Net yang
diintegrasikan dengan Attention Gate Mechanism sebagai model usulan. Penelitian difokuskan pada
segmentasi empat organ penting dalam perencanaan radioterapi, yaitu bladder, rectum, bowel bag, dan
femoral heads. Pengembangan model dilakukan untuk menganalisis pengaruh penambahan mekanisme
perhatian (attention) terhadap kemampuan model dalam mengenali batas organ yang memiliki kontras
rendah dan bentuk anatomi yang kompleks pada citra CT.

Tahapan penelitian meliputi pengumpulan dan persiapan dataset, pra-pemrosesan citra, pengembangan serta
pelatihan model, hingga evaluasi performa segmentasi menggunakan metrik geometrik dan analisis statistik.
Seluruh citra terlebih dahulu melalui proses pra-pemrosesan untuk menghasilkan data masukan yang
seragam sebelum digunakan dalam pelatihan model. Selanjutnya, kedua arsitektur dilatih menggunakan
skema b5-fold Stratified Group Cross Validation berbasis pasien untuk memperoleh evaluasi yang lebih
representatif sekaligus mencegah terjadinya data leakage antar irisan CT dari pasien yang sama. Kinerja
kedua model kemudian dibandingkan menggunakan Dice Similarity Coefficient (DSC), Intersection over Union
(loU), dan Hausdorff Distance 95 (HD95), serta diuji secara statistik menggunakan Wilcoxon Signed-Rank Test
untuk mengetahui signifikansi perbedaan performa segmentasi. Diagram alur penelitian ditunjukkan pada
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Gambar 1. Diagram alur penelitian

2.1 Dataset Penelitian

Dataset yang digunakan berupa citra Computed Tomography (CT) pelvis dari 100 pasien kanker serviks yang
menjalani perencanaan External Beam Radiation Therapy (EBRT) di Instalasi Radioterapi RSUD Dr. H. Abdul
Moeloek, Lampung. Seluruh data diperoleh setelah mendapatkan persetujuan etik penelitian serta
dianonimkan untuk menjaga kerahasiaan identitas pasien. Dataset terdiri atas citra CT beserta kontur Organ-
at-Risk (OAR) yang telah didelineasi oleh dokter onkologi radiasi dan digunakan sebagai ground truth dalam
proses pelatihan maupun evaluasi model.

Organ yang menjadi target segmentasi meliputi bladder, rectum, bowel bag, serta femoral heads. Pemilihan
organ tersebut didasarkan pada perannya sebagai jaringan sehat yang harus dilindungi selama proses
radioterapi karena memiliki batas toleransi dosis tertentu. Seluruh dataset dibagi berdasarkan pasien
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menggunakan pendekatan Stratified Group K-Fold sehingga irisan CT dari pasien yang sama tidak muncul
pada data pelatihan dan validasi secara bersamaan.

Gambar 2. Dataset penelitian (a) CT pelvis mentah (b) Hasil ekstraksi koordinat file RTSTRUCT

2.2 Pra-pemrosesan Data

Pra-pemrosesan dilakukan untuk memperoleh data masukan yang seragam sebelum proses pelatihan model.
Tahapan pertama adalah ekstraksi citra CT dan masker segmentasi dari format Digital Imaging and
Communications in Medicine (DICOM). Selanjutnya dilakukan windowing menggunakan parameter pelvis
untuk meningkatkan kontras jaringan lunak sehingga struktur anatomi lebih mudah dikenali oleh model.

Setelah proses windowing, intensitas piksel dinormalisasi ke rentang O-1 untuk mempercepat proses
konvergensi selama pelatihan. Citra kemudian dipotong (cropping) pada area pelvis dan diubah ukurannya
(resize) menjadi dimensi yang seragam. Untuk meningkatkan variasi data sekaligus mengurangi risiko
overfitting, dilakukan proses augmentasi data berupa rotasi, translasi, horizontal flip, dan perubahan
intensitas secara acak. Seluruh transformasi diterapkan secara identik pada citra dan mask segmentasi
sehingga kesesuaian spasial antar keduanya tetap terjaga. Diagram alir pra-pemrosesan dapat dilihat pada
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2.3 Pengembangan dan Pelatihan Model

Penelitian ini membandingkan dua arsitektur segmentasi, yaitu 2D U-Net sebagai model dasar dan 2D U-Net
dengan Attention Gate Mechanism sebagai model usulan. Arsitektur U-Net menggunakan struktur encoder-
decoder yang dihubungkan oleh skip connection untuk mempertahankan informasi spasial dari setiap tingkat
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ekstraksi fitur [14]. Pada model usulan, modul Attention Gate ditambahkan pada setiap skip connection untuk
menyaring fitur yang relevan dan mengurangi aktivasi pada area latar belakang, sehingga model diharapkan
mampu menghasilkan segmentasi yang lebih akurat terutama pada organ dengan batas anatomi yang
kompleks.
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| .

[ 2DUNet | [ 2DUNet ] 2D U-Net 2D U-Net | [ 2pUNet |
v v v v
‘ Validation ‘ ‘ Validation ‘ ‘ Validation Validation ‘ Validation
L7 v v v L7
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Gambar 4.Training dan validating

Proses pelatihan menggunakan kombinasi Soft Dice Loss dan Binary Cross Entropy (BCE) sebagai fungsi
objektif karena mampu menyeimbangkan optimasi pada area organ yang besar maupun kecil. Optimisasi
parameter dilakukan menggunakan Adam Optimizer, sedangkan validasi model menerapkan 5-fold Stratified
Group Cross Validation berbasis pasien untuk menghindari data leakage sekaligus memperoleh estimasi
performa yang lebih stabil pada dataset terbatas. Seluruh model dilatih menggunakan hyperparameter yang
sama yang ditampilkan pada Tabel 1, sehingga perbandingan performa antara kedua arsitektur dapat
dilakukan secara objektif. Tahap penetapan hyperparameter dilakukan setelah model selesai diinisialisasi.

Tabel 1. Hyperparameter yang digunakan

Hyperparameter Variasi yang digunakan
Algoritma optimasi AdamW
Learning rate awal 1x 1074, disesuaikan dengan mekanisme
CosineAnnealingLR
Batch size 16
Fungsi loss Soft Dice loss dan Binary Cross Entropy (BCE)
Epoch Maksimal 100 (dengan mekanisme Dual

Criteria Early Stopping)

2.4 Evaluasi Model

Kinerja segmentasi dievaluasi dengan membandingkan hasil prediksi model terhadap ground truth
menggunakan tiga metrik geometrik, yaitu Dice Similarity Coefficient (DSC), Intersection over Union (loU), dan
Hausdorff Distance 95 (HD95). Nilai DSC dan loU digunakan untuk mengukur tingkat kesesuaian area
segmentasi terhadap anotasi dokter, sedangkan HD95 digunakan untuk mengevaluasi ketelitian batas kontur
hasil segmentasi. Formula DSC, loU, dan HD95 ditunjukkan pada Persamaan 1, 2, dan 3.

psC = 2TP
~2TP + FP + FN 1)

U TP
 TTP+FP+FN )
HDgs5(A,B) = Pys({d(a,B) la€ A}u{d(b,A) | b€ B}) (3)
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Tabel 2. Definisi notasi rumus

Notasi Penjelasan

DSC Dice Similarity Coefficient, metrik untuk mengukur tingkat kesesuaian tumpang tindih
(overlap) antara hasil segmentasi model dan ground truth.

IoU Intersection over Union, metrik untuk mengukur rasio irisan terhadap gabungan area hasil
segmentasi model dan ground truth.

TP (True Positive) Jumlah piksel yang termasuk dalam organ pada ground truth dan berhasil diprediksi
sebagai organ oleh model.

FP (False Positive) Jumlah piksel yang diprediksi sebagai bagian organ oleh model, tetapi sebenarnya bukan
bagian organ menurut ground truth.

FN (False Negative) Jumlah piksel yang merupakan bagian organ menurut ground truth, tetapi tidak berhasil
diprediksi sebagai bagian organ oleh model.

HDgy5(A,B) 95th Percentile Hausdorff Distance, yaitu ukuran penyimpangan jarak antara dua
permukaan atau kontur segmentasi pada persentil ke-95.
A Himpunan titik pada kontur hasil segmentasi model (predicted contour).
B Himpunan titik pada kontur referensi atau anotasi ahli (ground-truth contour).
Pys Operator persentil ke-95, yaitu mengambil nilai pada persentil ke-95 dari kumpulan jarak
yang dihitung
d(a,B) Jarak terpendek dari titik a pada kontur A ke titik terdekat pada kontur B.
d(b,A) Jarak terpendek dari titik b pada kontur B ke titik terdekat pada kontur A.
acA Menyatakan bahwa titik a merupakan anggota himpunan titik kontur A.
beB Menyatakan bahwa titik b merupakan anggota himpunan titik kontur B.
{1} Menyatakan suatu himpunan yang berisi kumpulan nilai jarak.
] Operasi gabungan, yaitu menggabungkan kumpulan jarak dari A ke B dan dari B ke A

Selain evaluasi kuantitatif, dilakukan analisis statistik menggunakan Wilcoxon Signed-Rank Test pada tingkat
signifikansi o = 0,05 untuk mengetahui apakah terdapat perbedaan performa yang signifikan antara model 2D
U-Net dan 2D U-Net dengan Attention Gate Mechanism pada masing-masing organ yang disegmentasi.
Pendekatan ini digunakan karena data hasil evaluasi berasal dari pasangan pengamatan yang tidak selalu
berdistribusi normal, sehingga uji nonparametrik lebih sesuai digunakan.

2.5 Analisis Data

Analisis data dilakukan dengan membandingkan performa kedua model pada setiap OAR berdasarkan nilai
rata-rata DSC, loU, dan HD95 yang diperoleh dari lima fold validasi. Hasil evaluasi kemudian diinterpretasikan
untuk mengidentifikasi organ yang memperoleh peningkatan performa setelah penambahan Attention Gate
Mechanism. Selain itu, analisis statistik menggunakan Wilcoxon Signed-Rank Test digunakan untuk
menentukan signifikansi perbedaan performa antar model.

Selanjutnya, hasil penelitian dibandingkan dengan beberapa studi terdahulu mengenai segmentasi otomatis
OAR pada radioterapi kanker serviks untuk mengevaluasi kesesuaian performa model yang dikembangkan
terhadap penelitian sebelumnya. Analisis ini digunakan untuk menilai efektivitas penerapan Attention Gate
Mechanism pada kondisi dataset klinis lokal dengan sumber daya komputasi yang terbatas, sekaligus
mengidentifikasi potensi penerapannya sebagai sistem pendukung dalam proses perencanaan radioterapi.

3 Hasil dan Analisis

3.1 Hasil Pra-pemrosesan Dataset

Tahap pra-pemrosesan berhasil menghasilkan dataset yang seragam dan siap digunakan pada proses
pelatihan model segmentasi. Seluruh citra Computed Tomography (CT) pelvis terlebih dahulu diekstraksi
beserta masker segmentasinya, kemudian dilakukan proses windowing untuk meningkatkan kontras jaringan
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lunak pada area pelvis. Intensitas citra selanjutnya dinormalisasi ke rentang O-1 sehingga distribusi nilai
piksel menjadi lebih konsisten. Setelah itu, citra dipotong (cropping) pada area yang mengandung struktur
anatomi pelvis dan diubah ukurannya (resize) menjadi dimensi yang seragam agar sesuai dengan ukuran
masukan model. Selain itu, dilakukan proses augmentasi data berupa rotasi, translasi, horizontal flip, dan
perubahan intensitas secara acak untuk meningkatkan variasi data pelatihan tanpa mengubah karakteristik
anatomi organ.

CT Hasil Windowing &
Normalisasi

Masker Ground Truth

Overlay Segmentasi

Femoraliead R

Gambar 5. Hasil ekstraksi masker label

CT dan Bounding Box Hasil Cropping & Resize Overlay CT + Mask

Bladder
Rectum

FemoralHead L
FemoraiHead R

Gambar 6. Hasil cropping & resizing

Hasil pra-pemrosesan menunjukkan bahwa proses windowing mampu meningkatkan kontras antara jaringan
lunak dan struktur di sekitarnya sehingga batas anatomi organ menjadi lebih mudah dikenali secara visual.
Normalisasi intensitas menghasilkan distribusi nilai piksel yang lebih homogen pada seluruh dataset yang
ditunjukkan pada Tabel 3, sedangkan proses cropping berhasil menghilangkan sebagian besar area di luar
region pelvis sehingga informasi yang diberikan kepada model lebih terfokus pada organ target. Di sisi lain,
proses resize memberikan ukuran citra yang konsisten pada seluruh dataset sehingga memudahkan proses
pelatihan jaringan saraf. Augmentasi data juga menghasilkan variasi posisi dan orientasi organ tanpa
mengubah bentuk anatomisnya, sehingga jumlah sampel pelatihan meningkat dan distribusi data menjadi
lebih seimbang. Tahapan-tahapan tersebut penting untuk meningkatkan kualitas data masukan sekaligus
mengurangi risiko overfitting pada proses pelatihan model, khususnya ketika jumlah dataset relatif terbatas.
Temuan ini sejalan dengan berbagai penelitian segmentasi citra medis yang menunjukkan bahwa kombinasi
normalisasi, cropping, dan augmentasi berperan penting dalam meningkatkan stabilitas pelatihan serta
kemampuan generalisasi model deep learning [14], [26].

Berdasarkan distribusi dataset, setiap fold memiliki komposisi pasien yang seimbang sehingga proses validasi
dapat merepresentasikan karakteristik data secara lebih objektif. Penggunaan pendekatan Stratified Group K-
Fold juga memastikan bahwa seluruh irisan CT yang berasal dari pasien yang sama hanya berada pada satu
kelompok data, sehingga potensi data leakage selama proses pelatihan dan validasi dapat dihindari.
Pendekatan ini memberikan estimasi performa model yang lebih representatif dibandingkan pembagian data
secara acak pada citra medis yang memiliki banyak irisan dari satu pasien_[27]. Dengan demikian, hasil pra-
pemrosesan yang diperoleh tidak hanya menghasilkan dataset yang lebih seragam, tetapi juga mendukung
proses pelatihan yang lebih stabil dan evaluasi model yang lebih reliabel pada tahap selanjutnya.
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Tabel 3.Distribusi label organ pada dataset
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Organ-at-Risk (OAR) Label Jumlah kemunculan Total luas (piksel) Persentase luas
(irisan) (%)

Bladder 1 1.859 1.356.426 0,27%
Rectum 2 3.348 791.913 0,16%
Bowel Bag 3 2.936 9.021.874 1,79%
Femoral Head Left 4 2.573 1.128.416 0,22%
Femoral Head Right 5 2.562 1.145.291 0,22%
Background 0 - 491.969.712 97,34%

3.2 Hasil Pelatihan Model

Rekapitulasi hasil pelatihan Basic U-Net pada lima fold ditunjukan pada Tabel 4, sedangkan visualisasi
perkembangan loss dan mDSC selama proses pelatihan disajikan pada Tabel 5. Nilai best epoch, best
validation loss, dan best mDSC yang dirangkum dalam Tabel 4 diperoleh dari hasil pemantauan kurva
pelatihan dan validasi pada masing-masing fold sebagaimana ditampilkan pada Tabel 5. Model memperoleh
rata-rata best validation loss sebesar 0,3606 + 0,0204 dan rata-rata best mDSC sebesar 0,7661 + 0,0240.
Nilai best mDSC tertinggi diperoleh pada Fold 5 sebesar 0,7937, sedangkan nilai terendah diperoleh pada
Fold 3 sebesar 0,7356. Model mencapai performa validasi terbaik pada rentang epoch ke-19 hingga ke-50.
Hasil ini menjadi pembanding terhadap pelatihan Attention U-Net untuk menilai apakah penambahan
Attention Gate Mechanism memberikan perbaikan yang konsisten pada performa validasi.

Tabel 4. Pelatihan model basic U-Net

Fold Best epoch Best validation loss Best mDSC (validation)
1 31 0,3607 0,7688
2 27 0,3290 0,7906
3 50 0,3816 0,7356
4 19 0,3764 0,7419
5 21 0,3555 0,7937
Mean + STD 0,3606 + 0,0204 0,7661 + 0,0240
Tabel 5. Hasil Pelatihan setiap Fold pada Model Basic U-Net
Hasil kurva loss
Fold 1 Fold 2 Fold 3 Fold 4 Fold 5

Epoch

o 2 50 s 100

Fold 1

Fold 2

Hasil Kurva mDSC
Fold 3

Fold 4

Fold 5

— mbice Score

20 10 60 8 100
Epoch
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Model 2D U-Net dan 2D U-Net dengan Attention Gate Mechanism berhasil dilatih menggunakan dataset yang
telah melalui tahapan pra-pemrosesan dengan skema 5-fold Stratified Group Cross Validation. Seluruh proses
pelatihan menggunakan konfigurasi hyperparameter yang sama sehingga perbandingan performa kedua
model dapat dilakukan secara objektif. Selama proses pelatihan, nilai training loss dan validation loss
mengalami penurunan secara bertahap hingga mencapai kondisi yang relatif stabil pada akhir iterasi,
menunjukkan bahwa kedua model mampu mempelajari karakteristik citra CT pelvis dengan baik. Di sisi lain,
nilai Dice Similarity Coefficient (DSC) pada data pelatihan maupun validasi menunjukkan tren peningkatan
yang konsisten seiring bertambahnya jumlah epoch. Kurva pelatihan tersebut mengindikasikan bahwa proses
optimasi berjalan dengan baik tanpa menunjukkan gejala ketidakstabilan yang signifikan. Hasil pelatihan
model Attention U-Net tiap fold disajikan pada Tabel 6, sedangkan visualisasi perkembangan loss dan mDSC
selama proses pelatihan dan validasi disajikan pada Tabel 7. Nilai best epoch, best validation loss, dan best
mDSC yang tercantum pada Tabel 6 merupakan hasil rekapitulasi dari kurva pelatihan dan validasi pada
masing-masing fold yang ditampilkan pada Tabel 7.

Tabel 6. Pelatihan model attention U-Net

Fold Best Epoch Best Validation Loss Best mDSC (Validation)
1 34 0,3607 0,7723
2 47 0,3117 0,7861
3 22 0,3585 0,7386
4 18 0,3585 0,7357
5 35 0,3591 0,7989
Mean + STD 0,3545 + 0,0257 0,7665 + 0,0253

Tabel 7. Hasil pelatihan setiap fold pada model attention U-Net

Hasil kurva loss

Fold 1 Fold 2 Fold 3 Fold 4 Fold 5
\ ] \ = \\ = " \ — \ =
A - \ . L o\ o\
Hasil Kurva mDSC
Fold 1 Fold 2 Fold 3 Fold 4 Fold 5

Secara keseluruhan, model mencapai rata-rata best validation loss sebesar 0,3545 + 0,0257 dan rata-rata
best Dice Similarity Coefficient (mDSC) sebesar 0,7665 + 0,0253. Nilai mDSC tertinggi diperoleh pada Fold 5
sebesar 0,7989, sedangkan nilai terendah diperoleh pada Fold 4 sebesar 0,7357. Model mencapai performa
validasi terbaik pada rentang epoch ke-18 hingga ke-47, dengan rata-rata sekitar epoch ke-31. Pelatihan
dilakukan hingga maksimal 100 epoch dengan menerapkan mekanisme Dual Criteria Early Stopping
berdasarkan pemantauan validation loss dan mDSC, serta menyimpan bobot model terbaik melalui
mekanisme checkpoint. Perbedaan best epoch antar-fold menunjukkan adanya variasi dinamika
pembelajaran dan waktu tercapainya performa validasi terbaik pada setiap pembagian dataset. Variasi
tersebut dapat berkaitan dengan perbedaan komposisi data pelatihan dan validasi serta karakteristik anatomi
pasien pada masing-masing fold. Meskipun demikian, best epoch tidak selalu menunjukkan epoch ketika
pelatihan benar-benar dihentikan, karena penentuan bobot terbaik dan mekanisme early stopping merupakan
dua hal yang berbeda. Nilai mDSC yang relatif berdekatan antar-fold menunjukkan bahwa performa validasi
model tidak mengalami variasi yang terlalu besar, meskipun perbedaan performa tetap ditemukan. Secara
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keseluruhan, hasil ini menggambarkan dinamika pelatihan Attention U-Net pada berbagai pembagian dataset
dan menjadi dasar untuk mengevaluasi performa segmentasi pada tingkat organ menggunakan metrik DSC,
loU, dan HD95.

Berdasarkan hasil pelatihan, model 2D U-Net dengan Attention Gate Mechanism menunjukkan proses
konvergensi yang lebih stabil dibandingkan model 2D U-Net, yang ditunjukkan oleh fluktuasi validation loss
yang lebih kecil serta peningkatan nilai validation DSC yang lebih konsisten pada setiap fold. Penambahan
modul Attention Gate memungkinkan jaringan memfokuskan perhatian pada fitur-fitur yang berkaitan dengan
organ target sekaligus menekan aktivasi pada area latar belakang yang tidak relevan, sehingga representasi
fitur yang diteruskan dari encoder ke decoder menjadi lebih selektif. Mekanisme ini membantu
mempertahankan informasi spasial yang penting selama proses segmentasi dan meningkatkan kemampuan
model dalam mengenali batas anatomi organ yang memiliki kontras rendah maupun bentuk yang kompleks.
Attention Gate mampu meningkatkan kemampuan lokalisasi struktur anatomi serta mengurangi respons
terhadap fitur yang tidak relevan pada segmentasi citra medis [24]. Mekanisme attention dapat meningkatkan
sensitivitas model terhadap struktur anatomi yang kecil dan kompleks sehingga menghasilkan proses
pembelajaran yang lebih efektif [18].

3.3 Evaluasi Performa Segmentasi

Evaluasi performa segmentasi dilakukan untuk membandingkan hasil prediksi 2D U-Net dan 2D U-Net dengan
Attention Gate Mechanism terhadap ground truth menggunakan metrik Dice Similarity Coefficient (DSC),
Intersection over Union (loU), dan Hausdorff Distance 95 (HD95). Ketiga metrik tersebut digunakan karena
mampu memberikan gambaran yang komprehensif mengenai tingkat kesesuaian area segmentasi serta
ketelitian batas kontur yang dihasilkan model. Rekapitulasi hasil evaluasi pada seluruh Organ-at-Risk (OAR)
disajikan pada Tabel 8. Berdasarkan hasil evaluasi, kedua model mampu menghasilkan segmentasi dengan
tingkat kesesuaian yang baik pada sebagian besar organ, namun model yang dilengkapi Attention Gate
Mechanism menunjukkan kecenderungan memberikan hasil yang lebih akurat pada beberapa organ dengan
karakteristik anatomi yang lebih kompleks.

Tabel 8. Perbandingan performa segmentasi Organ-at-Risk

Organ Model DSC (Mean + SD) loU (Mean + SD) HD95 (mm)
(Mean + SD)
Basic U-Net 0,8802 + 0,0297 0,8151 + 0,0256 16,43 + 14,60
Femoral Head Left
Attention U-Net 0,8772 + 0,0237 0,8128 + 0,0218 12,63 +9,17
Basic U-Net 0,8760 + 0,0333 0,8103 + 0,0277 13,67 + 8,80
Femoral Head Right
Attention U-Net 0,8744 + 0,0333 0,8105 + 0,0278 12,96 + 9,12
Bladd Basic U-Net 0,7501 + 0,0368 0,6636 + 0,0373 22,90 + 9,65
adder
Attention U-Net 0,7520 + 0,0355 0,6637 + 00,0413 20,34 + 5,45
R Basic U-Net 0,7385 + 0,0273 0,6238 + 0,0284 26,91 +4,01
ectum
Attention U-Net 0,7450 + 0,0296 0,6327 + 0,0321 17,58 + 6,95
Basic U-Net 0,7473 + 0,0379 0,6584 + 0,0373 30,75 + 3,96
Bowel Bag
Attention U-Net 0,7270 + 0,0537 0,6396 + 0,0537 33,12 + 6,10

Secara umum, peningkatan performa model Attention U-Net tidak terjadi secara merata pada seluruh organ.
Organ dengan batas anatomi yang jelas, seperti femoral heads, menunjukkan nilai DSC dan loU yang relatif
tinggi pada kedua model karena memiliki kontras yang baik terhadap jaringan di sekitarnya. Sebaliknya,
rectum dan terutama bowel bag menunjukkan performa yang lebih rendah akibat variasi bentuk dan volume
antar pasien serta kontras jaringan lunak yang relatif rendah pada citra CT. Meskipun Attention Gate
Mechanism dapat membantu model memfokuskan ekstraksi fitur pada area yang relevan dan meningkatkan
lokalisasi struktur anatomi dengan bentuk kompleks serta batas organ yang kurang jelas [18], efektivitasnya
tetap dipengaruhi oleh variasi anatomi dan kualitas citra yang digunakan [27]. Hal ini terlihat pada segmentasi
bowel bag, ketika nilai DSC menurun dari 0,7473 pada model 2D U-Net menjadi 0,7270 pada Attention U-Net,
sedangkan nilai HD95 meningkat dari 30,75 mm menjadi 33,12 mm. Penurunan ini berkaitan dengan bentuk
dan posisi bowel bag yang bervariasi serta batas jaringan yang sulit dibedakan dari jaringan lunak di
sekitarnya. Keberadaan gas di dalam usus juga berpotensi menimbulkan variasi intensitas pada citra CT yang
menyulitkan identifikasi batas organ.
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Tabel 9. Perbandingan performa citra CT vs. ground truth vs. basic U-Net vs. attention U-Net

Model CT Input Ground truth Hasil segmentasi Error map

Basic U-Net
(Femoral
Head Right)

Attention U-
Net (Femoral
Head Right)

Basic U-Net
(Femoral
Head Left)

Attention U-
Net (Femoral
Head Left)

DSC=0,976

Basic U-Net
(Bowel Bag)

Attention U-
Net (Bowel

Bag)

DSC=0,975

Selain analisis kuantitatif, evaluasi visual menunjukkan bahwa model Attention U-Net menghasilkan kontur
yang lebih mengikuti bentuk anatomi pada beberapa kasus, terutama di area batas organ yang berdekatan
dengan jaringan lain. Meskipun demikian, kesalahan segmentasi masih ditemukan pada organ dengan
deformasi tinggi, khususnya bowel bag. Temuan ini menunjukkan bahwa penambahan Attention Gate
Mechanism tidak secara otomatis meningkatkan kualitas segmentasi seluruh organ karena kompleksitas
anatomi dan kejelasan batas jaringan tetap menjadi tantangan dalam segmentasi otomatis berbasis deep
learning. Oleh karena itu, efektivitas mekanisme atensi perlu dievaluasi berdasarkan karakteristik masing-
masing organ dengan mempertimbangkan kesesuaian area, ketelitian batas kontur, serta signifikansi
perbedaan performa antar model. Analisis statistik dan perbandingan performa kedua model selanjutnya
dibahas pada subbab berikutnya.

3.4 Analisis Efektivitas Attention Gate

Untuk mengevaluasi efektivitas Attention Gate Mechanism, dilakukan analisis komparatif terhadap performa
model Basic U-Net dan Attention U-Net menggunakan metrik Dice Similarity Coefficient (DSC), Intersection
over Union (loU), dan Hausdorff Distance 95 (HD95). Perubahan nilai setiap metrik dihitung untuk seluruh
organ-at-risk guna mengidentifikasi arah dan besarnya pengaruh penambahan mekanisme atensi terhadap
kualitas segmentasi. Rekapitulasi perubahan nilai metrik disajikan pada Tabel 10, yang menunjukkan bahwa
peningkatan performa tidak terjadi secara seragam pada seluruh organ. Beberapa organ mengalami
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peningkatan nilai DSC dan loU yang disertai penurunan HD95, sedangkan organ lainnya hanya menunjukkan
perubahan yang relatif kecil. Variasi tersebut mengindikasikan bahwa kontribusi Attention Gate sangat
dipengaruhi oleh karakteristik anatomi, kompleksitas bentuk organ, serta tingkat kontras jaringan pada citra
CT.

Tabel 10. Perubahan nilai metrik antar model

OAR ADSC AloU AHDos Arah perubahan
Bladder +0,0019 +0,0001 -2,56  DSCttipis; HDgs | (lebih presisi)
Rectum +0,0065 +0,0089 +0,67 DSC/louttipis; HDest (sedikit memburuk)
Bowel bag -0,0203 -0,0188 +2,37 Performa seluruh metrik menurun
Femoral head right -0,0016 -0,0002 -3,80 Relatif setara; HDos | (lebih presisi)
Femoral head left -0,0030 +0,0023 -0,71 DSC|tipis; HDos | (lebih presisi)
Mean -0,0034 -0,0024 -0,80 Perubahan dominan pada HDgs

Sebelum dilakukan pengujian hipotesis, distribusi data perubahan metrik terlebih dahulu dievaluasi
menggunakan uji normalitas Kolmogorov-Smirnov, sebagaimana ditunjukkan pada Tabel 11. Hasil pengujian
menunjukkan bahwa sebagian data tidak memenuhi asumsi distribusi normal sehingga pendekatan statistik
parametrik tidak dapat diterapkan secara langsung. Oleh karena itu, penelitian ini menggunakan Wilcoxon
Signed-Rank Test sebagai metode nonparametrik yang sesuai untuk membandingkan performa dua model
pada data berpasangan. Pendekatan ini memberikan evaluasi yang lebih robust terhadap signifikansi
perubahan performa tanpa mensyaratkan distribusi data normal, sehingga hasil analisis menjadi lebih
representatif terhadap karakteristik data segmentasi medis yang umumnya memiliki variasi antar pasien.

Tabel 11. Hasil uji normalitas Kolmogorov-Smirnov

Organ Metrik Basic U-Net Attention U-Net Distribusi
N p-value N p-value
Bladder DSC 99 0,000 99 0,000 Tidak normal
HDos 99 0,000 99 0,000 Tidak normal
Rectum DSC 98 0,000 98 0,000 Tidak normal
HDos 98 0,000 98 0,000 Tidak normal
Bowel bag DSC 57 0,028 57 0,320 Normal
HDos 57 0,000 57 0,000 Tidak normal
Femoral DSC 100 0,000 100 0,000 Tidak normal
head left
HDos 100 0,000 100 0,000 Tidak normal
Femoral DSC 100 0,000 100 0,000 Tidak normal
head right
HDos 100 0,000 100 0,000 Tidak normal

Keterangan : variasi nilai N disebabkan oleh perbedaan jumlah irisan (slice) CT antar organ dan pasien

Hasil uji Wilcoxon Signed-Rank pada Tabel 12 menunjukkan bahwa pengaruh Attention Gate Mechanism
terhadap performa segmentasi bersifat organ-spesifik dan tidak menghasilkan peningkatan yang signifikan
pada seluruh OAR. Perbedaan signifikan ditemukan pada metrik HD95 left femoral head serta metrik DSC dan
HD95 right femoral head, sedangkan pada bladder, rectum, dan bowel bag perbedaan performa kedua model
belum signifikan secara statistik. Temuan ini menegaskan bahwa penambahan mekanisme atensi tidak
secara otomatis meningkatkan kualitas segmentasi seluruh organ, sehingga efektivitasnya perlu dievaluasi
berdasarkan karakteristik anatomi dan metrik evaluasi masing-masing organ.
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Tabel 12. Hasil uji Wilcoxon signed-rank test

Organ Metrik V4 p-value Keputusan
Bladder DSC -0,817 0,414 Ho diterima
HDos -1,380 0,168 Ho diterima

Rectum DSC -1,327 0,184 Ho diterima
HDgs -0,342 0,732 Ho diterima

Bowel bag DSC -0,926 0,355 Ho diterima
HDgs 0,759 0,448 Ho diterima

Femoral head left DSC -1,717 0,086 Ho diterima
HDgs -2,763 0,006 H1 diterima

Femoral head right DSC -3,187 0,001 H1 diterima
HDgs 2,477 0,013 H1 diterima

Rangkuman hasil evaluasi pada Tabel 13 memperlihatkan bahwa Attention Gate memberikan keuntungan
yang lebih nyata pada organ dengan batas anatomi yang kompleks, kontras jaringan yang rendah, serta variasi
bentuk yang tinggi, karena mekanisme ini mampu menyeleksi fitur spasial yang lebih relevan selama proses
feature fusion pada skip connection. Sebaliknya, pada organ yang memiliki batas anatomi jelas dan kontras
tinggi, informasi spasial yang telah dipelajari oleh Basic U-Net sudah cukup untuk menghasilkan segmentasi
yang baik sehingga kontribusi tambahan dari mekanisme atensi menjadi relatif terbatas. Attention Gate
meningkatkan kemampuan jaringan dalam memfokuskan perhatian pada struktur target sekaligus menekan
aktivasi fitur yang tidak relevan, terutama pada tugas segmentasi struktur anatomi yang kompleks[18]. Secara
keseluruhan, hasil analisis statistik menunjukkan bahwa integrasi Attention Gate Mechanism mampu
meningkatkan kualitas segmentasi pada kondisi tertentu tanpa mengurangi stabilitas proses pelatihan,
sehingga berpotensi meningkatkan keandalan segmentasi otomatis Organ-at-Risk pada perencanaan
radioterapi kanker serviks.

Tabel 13. Rangkuman efektivitas Attention Gate

Organ Kontras CT Bentuk Distribusi spasial Hasil
Femoral head Tinggi Konsisten Terlokalisasi Signifikan pada  HDes
dan/atau DSC
Bladder Sedang-tinggi Relatif konsisten Terlokalisasi Tidak signifikan
Rectum Rendah Bervariasi Memanjang Tidak signifikan
Bowel bag Rendah Sangat bervariasi Luas Performa menurun

4 Kesimpulan

Penelitian ini berhasil mengembangkan dan mengevaluasi model 2D U-Net dengan integrasi Attention Gate
Mechanism untuk segmentasi otomatis lima Organ-at-Risk (OAR) pelvis pada citra CT 100 pasien kanker
serviks menggunakan skema 5-fold Stratified Group Cross Validation. Model menunjukkan proses pelatihan
yang stabil dengan rata-rata best validation loss sebesar 0,3545 + 00,0257 dan mean Dice Similarity
Coefficient (mDSC) validasi sebesar 0,7665 + 0,0253. Pada evaluasi per organ, performa segmentasi terbaik
diperoleh pada femoral heads dengan nilai DSC sebesar 0,8772-0,8802, diikuti oleh bladder (0,7520),
rectum (0,7450), dan bowel bag (0,7270). Hasil tersebut menunjukkan bahwa model mampu melakukan
segmentasi otomatis dengan baik pada struktur anatomi yang memiliki batas kontur jelas, namun masih
menghadapi tantangan pada organ jaringan lunak dengan kontras rendah dan variasi bentuk yang tinggi.

Analisis komparatif menunjukkan bahwa penambahan Attention Gate Mechanism belum memberikan
peningkatan performa yang konsisten terhadap seluruh OAR. Secara global, Attention U-Net hanya
meningkatkan mDSC sebesar A = +0,0004 dibandingkan Basic U-Net, meskipun menghasilkan validation loss
yang lebih rendah (0,3545 dibandingkan 0,3606), yang mengindikasikan peningkatan kualitas prediksi pada
tingkat piksel. Hasil Wilcoxon Signed-Rank Test (o« = 0,05) menunjukkan bahwa perbedaan yang signifikan
hanya ditemukan pada HD95 femoral head left (p = 0,006) serta DSC dan HD95 femoral head right (p =
0,001 dan p = 0,013), sedangkan delapan pasangan metrik lainnya tidak menunjukkan perbedaan yang
signifikan. Selain itu, performa segmentasi bowel bag justru mengalami penurunan (ADSC = -0,0203; AHD95
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= +2,37 mm). Temuan ini menunjukkan bahwa efektivitas Attention Gate bersifat organ-spesifik, sehingga
penerapannya lebih bermanfaat pada struktur dengan batas anatomi yang relatif stabil dibandingkan organ
jaringan lunak yang memiliki deformasi dan heterogenitas anatomi tinggi.

Pengembangan penelitian lebih lanjut dapat diarahkan pada evaluasi metode segmentasi alternatif, seperti
Residual U-Net atau U-Net++, untuk membandingkan kemampuan ekstraksi fitur dan ketepatan delineasi
kontur organ dengan model yang digunakan dalam penelitian ini. Perbandingan tersebut diharapkan dapat
mengidentifikasi pendekatan yang lebih optimal dalam meningkatkan kualitas segmentasi organs at risk
(OAR), khususnya pada organ dengan bentuk dan batas anatomi yang bervariasi.
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Nomenklatur
AG = Attention Gate
BCE = Binary Cross Entropy
CNN = Convolutional Neural Network
CT = Computed Tomography
DSC = Dice Similarity Coefficient
EBRT = External Beam Radiation Therapy
HD95 = 95th Percentile Hausdorff Distance
loU = Intersection over Union
mDSC = Mean Dice Similarity Coefficient
OAR = Organ-at-Risk
ROI = Region of Interest
RTSTRUCT = Radiation Therapy Structure Set
TPS = Treatment Planning System
U-Net = U-shaped Convolutional Neural Network
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